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Abstract

In recent years the computer has become more and more important in the field
of Optimization. As a consequence many methods of solving optimization pro-
blems have arisen which take advantage of Numerical Analysis. This diploma
thesis gives a short introduction to various methods like Dynamic Program-
ming, Monte Carlo methods and Temporal Difference Learning by working
out differences and similarities found in the above mentioned methods. In the

final part ways of practical application are presented.

keywords: optimization, dynamic programming, monte carlo method,
temporal difference learning, TD-learning, network flow problem, shortest

path problem, algorithm of Bellman, algorithm of Dijkstra



Abstract

Im Laufe der Zeit gewinnt der Computer als Hilfsmittel im Bereich der Optimierung immer
mehr an Bedeutung. So nutzen nun auch viele Optimierungsmethoden die Vorteile der
Numerischen Mathematik. Diese Diplomarbeit gibt einen tGberblicksartigen Einblick in die
verschiedenen Methoden des Dynamischen Programmieren, in Monte Carlo Methoden und
in Zeitliche — Differenz Methoden. Dabei wurde besonderes Augenmerk auf die Unterschiede
und Ahnlichkeiten der eben erwéhnten Methoden gelegt und zum Abschluss einige
praktsiche Anwendungen behandelt.

Schlisselworter: Optimierung, Dynamisches Programmieren, Monte Carlo Methode,
zeitliches Differenz Lernen, Netzwerk Fluss Problem, Problem des kiirzesten Pfades,
Bellman — Algorithmus, Algorithmus von Dijkstra
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»In most sciences one generation tears down what another has built, and what
one has established, another undoes. In Mathematics alone each generation

adds a new storey to the old structure.”

Hermann Hankel
German mathematician; 1839-1873.



Kapitel 1
Einfiihrung

Hermann Hankel, wie in dem Zitat dargelegt, war der Meinung, dass die Ma-
thematik die einzige Wissenschaft sei, in der eine Generation auf dem Wissen,
das eine vorhergehende Generation geschaffen hat, aufbauen kann, statt deren
Werk zu widerlegen. Dieser Anspruch scheint sich auch im Gebiet des optimie-
renden Lernens zu bestéitigen, denn bei einer historischen Betrachtung stof3t
man auf zwei Stringe, welche sich unabhéngig voneinander stets weiterentwi-
ckelt haben. Gegen Ende des 20. Jahrhunderts entstand aus einer Vereinigung
dieser Strange das Gebiet des Optimierenden Lernens.

Einer der Stringe befasste sich mit der Entwicklung der optimalen Steue-
rung von Prozessen. Zur Losung diverser Prozesse wurden Kenntnisse iiber
die Dynamische Programmierung und Wissen iiber die Approximation von
Wertefunktionen herangezogen. Der andere Strang beschéftigte sich mit dem
Lernen aus Versuch und Irrtum. Hier stand das Lernen im Vordergrund, im
Gegensatz zum erst genannten Zweig. So wurden neue Erkenntnisse auch zum
Grofiteil aus der psychologischen Forschung gewonnen und das Lernverhalten
von Tieren wurde untersucht.

Beide Stringe entwickelten sich unabhéngig voneinander, trafen jedoch bereits
bei der Entstehung der Methode des Zeitlichen—Differenz Lernens aufeinander,
wie wir in Kapitel 2.3 erfahren werden. Der sich daraus ergebende Strang bilde-
te sodann ab den 1980er Jahren mit den oben genannten beiden Richtungen
das Gebiet des Optimierenden Lernens. Diesem Fachgebiet haben SUTTON
und BARTO durch ihre Werke, in denen sie sich mit der Entwicklung komple-

xer Algorithmen und neuer Theorien zur Approximation von Wertefunktionen
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beschiftigten[22][23][24], einen grofien Aufschwung verliehen.

Der Strang, welcher sich mit Lernen durch Versuch und Irrtum beschiftigte,
ist uns sehr vertraut. In unserer téaglichen Erfahrungswelt stoflen wir oft auf
Situationen, in denen unsere Lernfidhigkeit gefragt ist und wir das Prinzip
des Versuchs und Irrtums anwenden. Hat Thnen je jemand erkldrt, in welche
Richtung Sie eine Schraube drehen sollen oder in welche Richtung Sie eine
Tiire 6ffnen? Auch in der Wissenschaft der Psychologie bildet diese Form des
Lernens einen wichtigen Forschungsbereich, der schon eine lange Geschichte
durchlaufen hat. Denken wir dabei nur an die zahlreichen Tierversuche, bei
denen beispielsweise eine Katze den Ausgang aus einem Kifig finden soll oder
eine Ratte versucht, den richtigen Knopf zu finden, um Futter zu erhalten.
Der zweite Strang beschéftigt sich mit dem mathematischen Gebiet der opti-
malen Steuerung. Dieses Gebiet befasst sich mit der Entwicklung von Abldufen
in einem gegebenen dynamischen System, welche ein Optimalitéitskriterium
erfiillen sollen. Einer der Pioniere auf diesem Gebiet war RICHARD BELLMAN,
der 1953 einen Losungsansatz fiir Probleme der optimalen Steuerung iiber
die Verwendung von Wertefunktionen entwickelte. Er definierte eine optimale
Riickgabefunktion, welche auch unter dem Namen Bellman—Gleichung (siehe
Kapitel 3.3) bekannt ist.

Da das Gebiet des optimierenden Lernens noch sehr jung ist, gibt es noch viel
zu entdecken und zu erforschen. So bot es sich an, dieses Thema fiir meine
Studienabschlussarbeit zu wihlen. Das Ziel meiner Arbeit ist es, eine Samm-
lung von Methoden des optimierenden Lernens fiir verschiedenste Problem-
stellungen zu erstellen. Hierzu werde ich mich nach der Darlegung der beiden,
oben erwahnten, Strange und deren Zusammenhang nidher mit der Theorie des
Dynamischen Programmierens, der Monte Carlo Methode und des zeitlichen—
Differenz Lernens befassen, um im Anschluss eine praktische Anwendung des

optimierenden Lernens vorzustellen.



Kapitel 2
Lernen durch Verstirkung

Dieses Kapitel befasst sich mit der grundlegenden Idee von Lernen durch
Verstiarkung, die einfach und verstéindlich dargestellt wird. Fiir dieses Un-
terfangen wurde folgende Literatur herangezogen: [23], [6], [12], [27], [17], [14].

2.1 Lernen durch Interaktion mit der Umwelt

Lernen durch Interaktion ist eine zentrale Idee, die sehr vielen Theorien der
kiinstlichen Intelligenz und des natiirlichen Lernens zugrunde liegt. Betrach-
tet man ein Kind, das die ersten Schritte versucht, einen jungen Erwachsenen,
der sich im Autofahren iibt oder eine Katze, die eine Maus schnappen mochte,
dann erkennt man, dass all diesen Situationen gemeinsam ist, dass keine ex-
pliziten Anweisungen erfolgen, jedoch eine Verbindung zur Umwelt besteht.
Durch Anwenden und Uben dieser Verbindung erlangt der Agent Information
iiber Ursache und Wirkung, iiber Konsequenzen von Handlungen, und ebenso
dariiber, wodurch ein erwiinschtes Ziel erreicht werden kann.

Lernen durch Interaktion bedeutet also, dass der Agent verschiedene Hand-
lungen ausprobiert, Erfolge, Misserfolge und Auswirkungen auf das Umfeld
wahrnimmt und anhand dieser Beobachtungen seine Handlungsweisen verbes-
sert. Ein anfingliches Herumirren im Losen von unbekannten Problemen fiihrt
so zu strukturiertem Vorgehen im Erreichen von gesetzten Zielen.

Dieser Prozess findet, wie bereits erwihnt, ohne explizite Anweisungen ei-
nes Trainers oder einer Trainerin statt. Der Agent muss daher durch Versuch

und Irrtum (engl. trial and error) selbst herausfinden, welche Aktionen in be-
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stimmten Situationen zielfithrend, und welche ineffizient sind. Eine natiirliche
Riickkopplung hilft dem Agenten bei der Evaluierung von getétigten Handlun-
gen: richtige Aktionen erfahren eine positive Reaktion, falsche Aktionen erfah-
ren eine negative Reaktion. Verlagert ein Kleinkind bei den ersten Versuchen
im Fahrradfahren den Schwerpunkt zu sehr nach rechts, wird es unweigerlich
umkippen und zu Boden fallen. Dasselbe passiert, wenn der Schwerpunkt zu
sehr nach links verlagert wird. Versucht nun das Kleinkind, den Schwerpunkt
in der Mitte und so die Balance zu halten, wird es Erfolg haben und die ne-
gative Folge ,,Schmerz“ vermeiden.

In der Psychologie und Verhaltensforschung wurden in der Erforschung von
Lernen schon viele Ergebnisse vorgestellt. Von THORNDIKE etwa stammt das
,Gesetz der Wirkung“[27]. Dieses besagt, dass Handlungen, welche positive
Konsequenzen hervorbringen, in dhnlichen Situationen wahrscheinlich wieder-
holt werden. Handlungen hingegen, welche eine negative Riickkopplung erzeu-
gen, weisen eine geringere Auftretenswahrscheinlichkeit in der Zukunft auf.
Diese Zusammenhinge liegen dem Begriff ,Lernen durch Verstirkung“ zu-
grunde, dessen theoretische Basis beschreibt, wie Verhalten durch Belohnung
und Bestrafung optimiert werden kann.

Optimierendes Lernen (RL) (engl. Reinforcement Learning) ist nun eine for-
male Modellierung von dieser Art des Lernens. RL beinhaltet Methoden des
maschinellen Lernens, wo Verhalten durch eine Verbindung von Situation und
Aktion beschrieben wird. Der lernende Agent beobachtet die Situation und
sucht sodann nach einer Aktion, die ihm hilft, in einen neuen, fiir ihn giinstigen
Zustand zu gelangen. Die Regel, unter der von Beobachtungen auf Aktionen
geschlossen wird, nennt man Strategie (engl. policy). Die Methoden des RL
versuchen nun, das Vorgehen beim Treffen von Entscheidungen zu optimieren.
In vielen Fallen jedoch erhilt der Agent nicht nach jeder einzelnen Aktion eine
Riickmeldung, sondern muss erst eine Reihe von Aktionen durchfithren und
auch eine Reihe von Situationen durchlaufen, um eine Reaktion zu erhalten.
Stellen wir uns ein Spiel von Backgammon vor. Ein Spieler muss erst viele
Spielziige durchfithren, um zu gewinnen oder zu verlieren. Doch es ist klar,
dass nicht nur der letzte Spielzug das Spiel entscheidet, sondern viele einzelne
Brettsituationen fiir den Ausgang des Spiels giinstig oder ungiinstig sind. In
solchen Fillen spricht man von verzdgerter Belohnung (engl. delayed reward).

Eine andere Eigenschaft von RL ist, dass Auswirkungen von Aktionen nicht

11
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deterministisch sind. Auch die kiinstliche Intelligenz muss mit stochastischen
Ergebnissen zurechtkommen, wie sie auch in der realen Umwelt alltéglich sind.
Hier ist der entscheidende Faktor die Erfahrung. Erfahrungen verarbeiten, be-
werten und wiedereinsetzen zu koénnen, hilft dem Agenten, die Konsequenzen
seiner Aktionen auf lange Sicht einzuschétzen. Hierbei ist zu bedenken, dass
auf der einen Seite jede Aktion die n#ichste Situation und somit die weiteren
Handlungsmoglichkeiten bestimmt, und andererseits eine Aktion in dhnlichen,
einander gleichenden Situationen nicht die gleichen Auswirkungen haben muss.
Erst durch wiederholtes Ausprobieren und die dadurch gewonnene Erfahrung

ist es moglich, solche Situationen auf lange Sicht einzuschétzen.

2.2 Elemente von RL

Im RL ist das Bezugssystem des lernenden Agenten seine Umgebung. Er be-
obachtet die Situation seines Umfelds und wahlt, basierend auf dieser Wahr-
nehmung, eine Aktion aus. Der Agent fithrt diese Handlung durch, dndert
somit den Status der Umgebung und erhélt eine numerische Auszahlung als
Ergebnis. Positive Werte werden als Belohnung betrachtet, negative Werte als
Bestrafung. Es ist die Aufgabe des Agenten, den Durchschnitt der Auszahlun-

gen auf lange Sicht zu maximieren.

Aktion

S

aktuelle Situation

Abbildung 2.1: Interaktion von Agent und Umwelt

Abbildung 2.1 zeigt den Zyklus, in dem Agent und Umwelt interagieren. Der
Agent beobachtet die aktuelle Situation und fiithrt eine Aktion aus. Dies fiihrt
zum Ubergang in einen neuen Zustand und zum Erhalt einer Belohnung.

Die Auszahlungen konnen vom Agenten subjektiv betrachtet werden, in dem
Sinne, dass er die Moglichkeit hat, seine Erfahrungen eigens anhand der er-

haltenen Auszahlungen zu evaluieren. Natiirlich ist es unerldsslich, dass der

12
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Agent eine vage Vorstellung von dem zu erreichenden Ziel hat. Nur dann ist
es auch moglich, von den erhaltenen Werten Riickschliisse auf die Ziele des
Agenten zu ziehen. Um einen moglichst grofien Vorteil aus dem Lernprozess
ziehen zu konnen, muss es dem Agenten moglich sein, dieselben oder zumin-
dest dhnliche Situationen bei verschiedenen Gelegenheiten zu durchlaufen.

Ublicherweise weif der Agent im Vorhinein nicht, welche Auszahlung er fiir
die Durchfiihrung einer Aktion erhalten, oder welche Auswirkungen diese auf
den Status seines Umfelds haben wird. Vor allem weif er nicht, welche Hand-
lung ihn am ehesten zum Ziel fithrt. Es existiert aber eine sogenannte Be-
lohnungsfunktion (engl. reinforcement function), die allen Situation—Aktion
Paaren einen numerischen Wert zuordnet. Diese Funktion wird von der Um-
welt je nach Lernproblem und Lernaufgabe definiert. Da diese Auszahlung
nicht unmittelbar erfolgt, gibt sie keinen Aufschluss iiber den langfristigen
Wert einer Situation. Stellen wir uns wieder ein Backgammon—Spiel vor. Eine
Position einer Spielfigur bzw. ein einzelner Spielzug sagt noch nichts iiber den
Spielausgang aus. Das Ende des Spiels wird durch die in den jeweiligen Situa-
tionen ausgewahlten Aktionen bestimmt. Die Regel, nach welcher der Agent
Aktionen auswihlt, nennt man, wie bereits in Kapitel 2.1 erwéhnt, Strategie.
Der langfristige Wert einer Situation wird nun durch die Summe der Auszah-
lungen bestimmt, die der Agent erhélt, wenn er in dieser Situation startet und
bestimmte Aktionen durchfiithrt. Die Aufgabe des Agenten ist es daher, eine
optimale Strategie zu finden. Das bedeutet, dass er eine Abbildung von Si-
tuationen zu Aktionen so definieren muss, dass der Durchschnitt der erzielten
Auszahlungen maximiert wird, wenn der Agent in einer beliebigen Situation
startet und solange Aktionen durchfiihrt, bis er einen Zielstatus erreicht hat.
Die Funktion, welche angibt, welche Belohnung der Agent, ausgehend von einer
bestimmten Situation, erwarten kann, wird Wertefunktion (engl. value functi-
on) genannt. Es ist eine Abbildung von Situationen auf die Werte der Situa-
tionen. Es gilt, diese zu maximieren. Da sie dem Agenten jedoch im Vorhinein
nicht bekannt ist, muss er sie durch Ausprobieren von verschiedenen Aktionen
in verschiedenen Situationen und durch Beobachten der erhaltenen Auszahlun-
gen schitzen. Tatséchlich ist dies auch das Problem, das alle RL—Algorithmen

behandeln: eine mdoglichst effiziente Approximation der Wertefunktion.

13
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2.3 Zusammenhang zwischen RL und

optimaler Steuerung

Bisher haben wir den Begriff ,,Lernen® aus der Sicht der Psychologie und Ver-
haltensforschung diskutiert. Wenn wir dieses Versténdnis von Lernen aus der
mathematischen Sicht betrachten mochten, stolen wir alsbald auf den Begriff
optimale Steuerung (engl. optimal control), welcher in der Mitte der 1950er
Jahre durch Richard BELLMAN geprégt wurde.[1]

Das Optimalitdtsprinzip von Bellman ist eine grundlegende FEigenschaft ei-
ner optimalen Wertefunktion. Es besagt, dass ein Optimierungsproblem in
einer rekursiven Funktionalgleichung dargestellt werden kann, deren Losung
sich aus den optimalen Losungen der einzelnen Schritte zusammensetzt. Diese
Gleichung stellt eine Verbindung zwischen dem Wert einer Situation mit den
Werten aller anderen Situationen her. Sie heifit Bellman—Gleichung (siehe Ka-
pitel 3.3). Methoden, welche jene Gleichung zur Losung von optimalen Steue-
rungsproblemen heranziehen, werden als dynamisches Programmieren (DP)
(engl. Dynamic Programming) bezeichnet.[1]

Algorithmen der dynamischen Programmierung basieren also auf dem Bell-
manschen Optimalitétsprinzip. Es wird dabei davon ausgegangen, dass bereits
ein Modell fiir die Umwelt bekannt ist, was in unserem Fall bedeuten wiirde,
dass dem Agenten die Folgen jeder Aktion bekannt sein miissen. Von Interesse
ist aber vielmehr das Loésen und Durchfiihren von unbekannten Aufgaben. Wir
suchen also nach Algorithmen, welche auch ohne ein vorher bekanntes Modell
zielfithrend arbeiten.

Eine mogliche Herangehensweise ist, ein solches Modell fiir die Umwelt durch
Erfahrung anzundhern. Wir werden in den folgenden Kapiteln tatséchlich se-
hen, dass auf ein vorher bekanntes Modell unter bestimmten Voraussetzungen
verzichtet werden kann und nur jene Ergebnisse von Bedeutung sind, welche
durch Ausprobieren verschiedener Handlungsmoglichkeiten und Beobachten
der jeweiligen Konsequenzen gewonnen werden.

Diesen Zusammenhang zwischen RL und optimaler Steuerung werden wir in
dem Sinne nutzen, dass wir die Methoden von RL durch klassisches dynami-

sches Programmieren erarbeiten werden.

14



Kapitel 3

RL als mathematisches

Problem

Jeder Agent hat die Aufgabe, eine Abfolge von Aktionen zu wihlen, welche
ihn moglichst effizient zu seinem erwiinschten Ziel fithrt. Formal ist ein Agent
in RL nun durch ein Markovsches Entscheidungsproblem modelliert, das die

Geschichte der Umwelt gut in einer hinreichenden Statistik zusammenfasst.[18]

3.1 Markovsches Entscheidungsproblem

Ein Markovscher Entscheidungsprozess (MDP) (engl. Markov Decision
Process) besteht aus 5 Komponenten: Zustinde, Aktionen, Abbildungs— und
Belohnungsfunktion und dem Diskontierungsfaktor.

Der Zustand zur Zeit t, fir welchen wir die Notation s(¢) verwenden, be-
schreibt die momentane Situation des Agenten in seinem Umfeld. Betrachten
wir ein Backgammon—Spiel: der Zustand eines Agenten zum Zeitpunkt ¢ wére
die Position der Figur des Agenten am Spielbrett nachdem ¢ Ziige getan wor-
den sind. Die Menge der Zustédnde triagt die Bezeichnung S. Sie kann diskret
oder stetig sein.

Die Aktion, welche der Agent zum Zeitpunkt ¢ durchfiihrt, um in einen anderen
Zustand zu gelangen, bezeichnen wir mit a(t). Auch die Menge der Aktionen
A kann diskret oder stetig sein.

Der Ubergang von einem Zustand in den nichsten wird durch eine Abbildungs-
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funktion T : S x A — II(S) mit
T%s,8') := Pr(si 1 =58"|s = s,a; = a) (3.1)

fiir alle (s,a) € S x A definiert, wobei II(S) die Wahrscheinlichkeitsverteilung
iiber S ist und Pr(-|-,-) eine bedingte Wahrscheinlichkeit darstellt, welche
beschreibt, dass der Agent, wenn er in einem Zustand s die Aktion a ausfiihrt,
in den Zustand s" gelangt. Falls S diskret ist, definieren wir 7%(s, ') als eine
Auftretenswahrscheinlichkeit. Falls S stetig ist, wird 7%(s, s’) als Dichtefunk-
tion verstanden.

Eine weitere Konsequenz, nachdem eine Aktion durchgefiihrt wurde, ist der
Erhalt einer numerischen Auszahlung. Eine Belohnungsfunktion (siehe Kapitel
2.2)ist durch R: S xS x A— R mit

R*(s,8) :=E(rip1| st = 8,841 = 8,0 = a) (3.2)

definiert, wobei E(- | -, -, -) den bedingten Erwartungswert darstellt, welcher die
vom Agenten erhaltenen Werte beschreibt. Die erwartete Belohnung 7,1 wird
als eine Funktion des aktuellen Zustandes s;, des nachfolgenden Zustandes
s¢+1 und der durchgefithrten Aktion a; dargestellt.

Da es in RL erwiinscht ist, dass der Agent moglichst schnell an das vorgegebene
Ziel gelangt, existiert ein sogenannter Diskontierungsfaktor (engl. discount fac-
tor) v € (0, 1), welcher durchgefiihrte Aktionen je nach Durchfiihrungszeitpunkt
unterschiedlich gewichtet. Je grofler v gewéhlt wird, umso wichtiger sind ent-
fernte Auszahlungen und umso schwieriger ist iiblicherweise das Optimierungs-
problem.

Als ein Beispiel fiir einen Markovschen Entscheidungsprozess stellen wir uns
ein hypothetisches Experiment vor, in dem eine Ratte in einem Kiéfig Knopfe
driicken muss, die Licht an- oder ausschalten, um Futter zu erhalten. Ange-
nommen das Licht ist ausgeschalten, so bewirkt das Betétigen des Knopfes A,
dass das Licht mit einer bestimmten Wahrscheinlichkeit eingeschalten wird.
Betéatigen des Knopfes B hat keinen Effekt. Angenommen das Licht ist ein-
geschalten, so hat das Betétigen des Knopfes A keinen Effekt. Das Betéitigen
des Knopfes B liefert mit einer bestimmten Wahrscheinlichkeit Futter und
schaltet das Licht wieder aus. In dieser einfachen Umgebung gibt es nun zwei
relevante Situationen: ,Licht an“ und , Licht aus®. Knopf A bewirkt vielleicht
einen Ubergang von , Licht aus® zu ,, Licht an®“; Knopf B liefert vielleicht Fut-

ter. Die einzige Information, welche die Ratte benotigt, um eine Entscheidung
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zu treffen, ist, ob das Licht ein- oder ausgeschalten ist. Die optimale Politik
ist hier einfach: in , Licht aus® driicke Knopf A, in , Licht an“ driicke Knopf
B.

Der Agent interagiert also mit seiner Umwelt (sieche Abb. 2.1). Er nimmt zu
jedem Zeitpunkt t einer diskreten Folge t = 1,2, 3, ... seine Umwelt im Zustand
s(t) € S wahr und fiihrt eine Aktion a(t) € A aus. Die Umwelt reagiert mit
einer sofortigen Auszahlung r, € [0,1] und geht mit der Wahrscheinlichkeit
T%(s,s') in einen Zustand s iiber.

Der Vollstéandigkeit halber mochte ich folgende Begriffsbestimmungen anfiihren:

e Ein MDP wird endlich genannt, wenn sowohl die Menge der Zusténde S,
als auch die Menge der Aktionen A endlich ist; im Gegensatz dazu wird
ein MDP als stetig bezeichnet, wenn entweder die Menge der Zusténde
S oder die Menge der Aktionen A stetig ist.

e Ein MDP wird oft als unbeschrankt oder auch als Markov Kette bezeich-
net, falls |A] = 1.

e Ein MDP heifit stochastisch, falls die Belohnungen und Ubergénge zufillig

sind; ansonsten ist es deterministisch.

Fiir die Theorie muss ein MDP die Markov-Eigenschaft besitzen. Diese setzt

voraus, dass

a / /
T s,8") = Pr(sit1 =871 =7 |St,Q, Tty St—1, Qp—1, Tt—1, -y T1, S0, A0

= Pr(sgt1 = SI,T‘t+1 =75t a)

und besagt, dass alle Informationen, welche fiir den néchsten Zustand und die
Belohnung benétigt werden, in der Erkldrung des aktuellen Zustandes und der
folgenden Aktion gespeichert sind. Das bedeutet, dass ein Zustand also nur
von seinem unmittelbaren Vorgénger abhéngt.

Das Ziel des Agenten beim Losen eines MDP ist es, die Auszahlungen auf
lange Sicht zu maximieren. Eine {ibliche Vorgehensweise in der Mathematik
ist, diese Auszahlungen auf lange Sicht als diskontierte Summe der erhaltenen
Belohnungen darzustellen. Die Auszahlungen an den Agenten zum Zeitpunkt

t, notiert als Ry, definieren wir als:

Rt = Z’}/TTT_H (33)
7=0
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Da sich der Umgang mit unendlichen Summen als schwierig erweisen kann,
verwenden wir folgendes Lemma, das besagt, dass die unendliche Summe durch

eine ,,geringe“ Anzahl von vorderen Termen approximiert werden kann.

Lemma 3.1. Sei Ry(H) eine H-fach diskontierte Belohnung zum Zeitpunkt t,

definiert als
H-1

Rt(H) = Z ’YTTT+t

7=0

Fiir ein beliebiges € > 0 und t gilt 0 < (Ry — R¢(H)) < e, falls

H > 1 In 1 .
e(1—7)

=125
Beweis. Es ist klar, dass Ry > R;(H), weil alle sofortigen Belohnungen nicht-

(3.4)

negativ sind. Auf der anderen Seite gilt, falls H die Gleichung 3.4 erfiillt, dann
folgt aus der Ungleichung v > 1 4 Invy

_1

In 1)
H 2 T = ].Og,y(e(l — 'Y)),
Y

und daher

o~ o 2T _el-9)
Rt—Rt(H)ZZVTtJrTSZ’Y:l_ < 1 —°€
T=H T=H v v

sind alle sofortigen Belohnungen von oben durch 1 beschréinkt. O
Die Belohnung R; ist eine zufillige Variable, welche von der Abbildungs- und
Belohnungsfunktion des MDP abhéngt, und ebenso von den Entscheidungen
des Agenten. Sowohl die Abbildungs- als auch die Belohnungsfunktion héingen
von der Beschaffenheit der Umwelt ab und kénnen daher nicht vom Agen-
ten beeinflusst werden. Jedoch kann der Agent infolge der Regel, nach der
Entscheidungen getroffen werden, seiner Strategie, den Durchschnitt der Be-

lohnungen kontrollieren.

3.2 Strategie und Wertefunktion

Formal definiert eine stationdre Strategie ™ € AS, auch Politik (engl. policy)
genannt, eine Aktion—Auswahl-Regel, wobei 7(s) die ausgewihlte Aktion be-

schreibt, wenn der aktuelle Zustand s ist. Eine stationére Strategie m bestimmt
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fiir einen beliebigen MDP M die Verteilung der Belohnungsfolge und somit
die Verteilung der Belohnungen. Daher verwenden wir in Zukunft den Erwar-
tungswert der Belohnung, um eine Strategie zu evaluieren. Wir definieren die
Wertefunktion V™ (s), um Zustdnde und Aktionen bewerten zu kénnen. Es ist
eine Abbildung von Zustéinden auf reelle Zahlen. V™ : S — R mit

V7™ (s) :=Ex[R1]|s1 = s (3.5)

V7 (s) beschreibt den Wert eines Zustandes s unter der Strategie 7 , wobei sich
E, auf die Wahrscheinlichkeitsverteilung der Belohnungsfolge bezieht, welche
sowohl durch die Dynamik des MDP, als auch durch die Politik (a; = m(s¢)
fiir alle t) entsteht.

Als ein Beispiel einer Wertefunktion mochte ich einen einfachen Markovschen
Entscheidungsprozess mit 16 Zustdnden betrachten. Wir betrachten eine 4x4—
Gitterwelt, wobei jedes Quadrat einen Zustand repréisentiert. Die Belohnungs-
funktion gibt immer den Wert —1 zuriick. Das bedeutet, dass der Agent fiir
jeden Ubergang in einen anderen Zustand —1 erhilt. In jedem Zustand sind
4 Aktionen moglich: nach oben, nach rechts, nach unten oder nach links. Die
zu erreichenden Zusténde sind der "Eckzustand’ links oben und der 'Eckzu-
stand’ rechts unten. In Abb. 3.1 sehen wir die Wertefunktion fiir eine beliebige
Strategie: in jedem Zustand wird eine der 4 Aktionen zufillig ausgewéhlt. Die
Zahlen in den Zustdnden geben den erwarteten Wert der Situation an. Ange-
nommen der Agent startet in der linken Ecke unten, welche den Wert 22 hat.
Das bedeutet, dass der Agent im Durchschnitt 22 Zustandsiibergénge vor sich

hat, bevor er einen der Zielzustdnde erreicht.

0 —14 | —20 | —22
—14 | —18 | =22 | —-20
—-20 | =22 | —-18 | —14
—22 | =20 | —14 0

Tabelle 3.1: beliebige Wertefunktion

Die optimale Wertefunktion ist nun in Abb. 3.2 zu sehen. Wieder startet der
Agent in der linken Ecke unten und berechnet den Durchschnitt der Beloh-
nungen. Wenn der Agent die optimale Strategie verfolgt, also jene Strategie,

welche den Durchschnitt der Belohnungen maximiert, erhélt er als Wert des

19



Optimierendes Lernen Judith Fechter

Zustandes —3, weil nur 3 Zustandsiibergéinge benotigt werden, um ein Ziel zu

erreichen.

Tabelle 3.2: optimale Wertefunktion

Falls die optimale Wertefunktion bekannt ist, ist es sehr einfach, die optimale
Strategie zu finden. Unter der Annahme, dass der Agent in einem beliebigen
Zustand in Abb. 3.2 startet, miisste er einfach jene Aktion auswéhlen, durch
welche er die grofite sofortige Belohnung erhélt.

Diese Tatsache wirft die Frage auf, welcher Algorithmus uns effizient die opti-
male Wertefunktion liefert. Wir werden spéter darauf zuriickkommen.
Ahnlich wie die Wertefunktion definieren wir auch die Q - Funktion (engl.
Q-function) Q7 (s,a) als den Erwartungswert nach Auswéhlen der Aktion a
in Zustand s und Folgen einer Strategie 7. @™ : (S, A) — R mit

Q" (s,a) :=Ex[Ry|s1 = s,a1 = a] (3.6)

Q™ (s, a) beschreibt den Nutzen einer Aktion a in einer Situation s.

Um den Durchschnitt der Belohnungen zu maximieren, sucht der Agent nach
einer optimalen Strategie 7*, mit den Wertefunktionen V*(s) und Q*(s,a),
welche folgende Bedingungen erfiillen:

V*(s) = maxV7"(s)

™

Q*(s,a) = max Q" (s,a)

Zwischen den optimalen Werten einer Situation V*(s) und den optimalen

Zustands—Aktions—Werten QQ*(s,a) besteht folgender Zusammenhang;:
V*(s) = max Q*(s, a)
a

Eine gierige Strategie (engl. greedy policy) 7y oder m¢g beziiglich einer Werte-

funktion V oder Q legt fiir jede Situation eine Aktion fest und maximiert die
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sofortige Belohnung und den diskontierten erwarteten Wert des Folgezustan-
des. Wir definieren fiir alle s € S:

my(s): = argmax (R(s, a) + ’}/ZT(S/ \ (s,a))V(s')) (3.7)

acA scS

mo(s): = argmaxQ(s,a) (3.8)
acA

Eine wichtige Tatsache ist, dass eine optimale Strategie gierig beziiglich der

optimalen Wertefunktionen sein muss:

m"(s) = argmax (R(s, a) + ’yZT(s’ | (s, a))V*(s’)) (3.9)

acA seS

= argmax Q" (s,a) (3.10)
acA

3.3 Bellman—Gleichungen

Bellman—Gleichungen|[1] charakterisieren die Struktur einer optimalen Werte-
funktion. Sie stellen eine rekursive Beziehung zwischen dem Wert einer Situa-
tion und den Werten der méglichen Nachfolgesituationen her und dienen zur
Berechnung der optimalen oder einer gegebenen Strategie.
Wir definieren den Bellman—Operator B (RS)RS durch

BV (s) := maxB*V (s),Vs € S (3.11)

acA

wobei der Operator B%, verlinkt mit einer Aktion a, wie folgt definiert ist

BV (s):=R(s,a) +~ Y_T(s'|(s,0))V(s), Vs € S (3.12)
s'eS

B*V stellt also eine neue Wertefunktion dar, wobei sich der Wert BV (s) einer
Situation s aus den Wahrscheinlichkeiten fiir alle moglichen Aktionen a ergibt,
dass durch die Strategie m jene Aktion a ausgewéhlt wird, durch die der Agent
von Situation s in Situation s’ gelangt. Es ergibt sich fiir |S| Zusténde ein
Gleichungssystem von |S| Gleichungen und |S| Unbekannten, welches BV (s)
als eindeutige Losung hat. BV (s) wird durch jene Aktion a bestimmt, welche
die gewichtete Summe iiber die sofortigen Belohnungen und die Werte der
Nachfolgezustinde maximiert. Jene Gleichung ist in der Literatur als Bellman

Optimalititsgleichung bekannt.[1]
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Die Eigenschaften von B bleiben fiir B* erhalten, da B* als Bellman—Operator
eines neuen MDP betrachtet werden kann, dessen Menge an Aktionen sich auf
eine einzelne Aktion {a} beschrinkt.

Wir werden die Notation B auch fiir den Operator der Zustands—Aktions—
Funktionen verwenden. Fiir eine beliebige Q-Funktion Q € RS*4 definieren

wir also:

BQ(s,a) := R(s,a) + Z T(s'|(s,a)) max Q(s',a’) (3.13)

a’'eA
s'eS

Eine grundlegende Eigenschaft des Bellman—Operators ist dessen Kontraktion,

welche wir formal im folgenden Lemma angeben:

Lemma 3.2. Seien Vi, Vo € R® zwei beschrinkte Zustands— Werte—Funktionen,

dann gilt

1BV1 — BVa|loo < 7][V1 — V2loo
Seien Q1,Qy € RS*A zwei beschrinkte Zustands-Aktions—Funktionen, dann
gilt

[1BQ1 — BQa2lloo < 7/|Q1 — Q2]

Die Kontraktionseigenschaft des Bellman—Operators garantiert die Existenz
eines Fixpunktes, nach dem Banachschen Fixpunkttheorem.[18] Der Fixpunkt
stimmt mit der optimalen Wertefunktion V* oder Q* {iberein. Daher ist das
Berechnen von V* oder Q* dquivalent zum Losen der sogenannten Bellman—

Gleichung;:

V = BV (3.14)
Q = BQ (3.15)

Falls die Wertefunktion die Bellman—Gleichung nicht exakt 16st, V* # V oder
Q* # @, so tritt ein Bellman—Residuum ungleich Null auf:

E(s;V): = BV(s)—V(s) (3.16)
E(s,a;Q): = BQ(s,a) —Q(s,a) (3.17)

Ein wichtiger Spezialfall der Bellman—Gleichungen ist die Verwendung einer fi-

xen Strategie. Der entsprechende Bellman—Operator wird linear und der MDP
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wird zu einer induzierten Markovkette (engl. Markov chain); also zu einem sto-
chastischen Prozess mit diskretem Zustandsraum, der durch die Eigenschaft
gekennzeichnet ist, dass die Zukunft des Systems nur von der gegenwértigen
Situation abhéngt, nicht jedoch von der Vergangenheit. Ein Beispiel dafiir
wire ein MDP, welcher eine endliche Anzahl an Zustdnden hat und eine fixe

Strategie verwendet, dann 16sen die Funktionen V7 folgendes lineares Glei-

chungssystem:
V7 (s) = R(s,m(s)) +7 Y _ T(s'| s,7(s))V(s) (3.18)
Jes
und hnlich fiir Q
Q" (s,a) = R(s,a) + v ZST(S/ |5,a)Q(s", m(s)) (3.19)
e

Oft ist die Anwendung der Bellman—Gleichungen jedoch zu aufwendig, da fiir
jeden Zustand eine Gleichung aufgestellt werden muss, wodurch die Kom-
plexitéit des zu losenden Gleichungssystems sehr schnell steigen kann. In ei-
nem Backgammon-Spiel wiirden sich beispielsweise ungefihr 1020 Gleichungen

ergeben.[26]
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Kapitel 4
Dynamisches Programmieren

Dynamisches Programmieren (DP)[1] bietet systematische Methoden zur Los—
ung von Optimierungsproblemen, wobei jenes rasche Ansteigen der Anzahl an
Gleichungen vermieden wird, indem die Markov-FEigenschaft ausgenutzt wird
(siehe Kapitel 3.3).

Allgemein ist DP ein iterativer Prozess und bezeichnet jene Klasse von Algo-
rithmen, welche eine Losung durch Riickgriff auf Teillosungen berechnen.
Gleichung 3.10 ldsst den Schluss zu, dass der Agent optimal agieren kann, so-
fern er die optimale Wertefunktion @* kennt. Tatséchlich versuchen die meis-
ten Algorithmen zur Lésung von einem MDP Q* zu approximieren.

In den folgenden Kapiteln werde ich zwei der wichtigsten Methoden des DP

beschreiben: Strategie— und Werteiteration.

4.1 Strategieiteration

Eine Strategie ist eine Vorschrift von Aktionen zu Situationen; beispielsweise
eine Anweisung , driicke Knopf A, falls das Licht aus ist“ und ,,driicke Knopf
B, falls das Licht an ist“. Im Allgemeinen kénnen Strategien stochastisch sein
und die Wahrscheinlichkeit des Durchfiihrens einer Aktion in jeder Situation
beschreiben.

Strategieiteration, oft auch als Politikiteration bezeichnet, ist ein Algorithmus,
der direkt nach der optimalen Strategie 7* in der Menge der Strategien sucht.
Er startet mit einer beliebigen Strategie und geht dann iterativ vor: in jedem

Schritt wird die Strategie ausgewertet und im Anschluss verbessert.
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Im Auswertungsschritt wird die Wertefunktion mit der aktuellen Strategie
ausgewertet. Dieser Vorgang ist dquivalent zum Loésen des folgenden Glei-

chungssystems:

Vig1(s) = R(s,m(s)) + Z T(s'|s,m(s))V(s) (4.1)
s'eS

Der Wert Viy1(s) einer Situation s nach ¢ + 1 Iterationen ergibt sich also
dadurch, dass fiir alle Strategien und fiir alle méglichen nachfolgenden Situa-
tionen die zu erwartenden Belohnungen R(s,7(s)) und die geschétzten Werte
der Zusténde V;(s') aufsummiert werden.
Um die Strategie m zu verbessern, werden die Werte von V(s) herangezo-
gen, um eine neue Strategie m; zu erstellen, welche zumindest so gut ist wie
die vorhergehende. Die neue Strategie soll die gierige Strategie beziiglich der
Wertefunktion der aktuellen Strategie sein; das bedeutet, dass jene Aktion a
ausgewdahlt wird, welche fiir die aktuelle Situation s die gewichtete Summe der
sofortigen Belohnungen und aktuellen Schétzungen der Werte der Nachfolge-

zustdnde maximiert. Wir erhalten:

Q(s,a) = R(s,a) +7 > _ T(s'| 5,a)Q(s',w(s")) (4.2)

s'eS
Die neue Strategie ist also:
7'(s) = argmax Q(s, a) (4.3)
acA

Der Pseudocode der Strategieiteration ist in Algorithmus 4.1 gegeben:

Algorithmus 4.1. (Strategieiteration)
Inputs: M=< S, A, T, R,y >
initialisiere m € A® beliebig
fort=1,2,3,... do
Strategicauswertung: V(s) <= R(s,m(s)) + 7> ges T(s' | 5,m(s))V (')
Strategieverbesserung: m(s) +— argmax (R(s,a) + v yes T(s' | s,a)V (s'))

end for

Es ist bekannt, dass jede Strategie m; alle vorhergegangenen Strategien m,
fiir 7 < t dominiert. Da die Anzahl an deterministischen Strategien in einem
endlichen MDP endlich ist (|.A| /1), ist garantiert, dass der Algorithmus
nach endlich vielen Iterationsschritten endet. Sobald zwei aufeinanderfolgende

Strategien gleich sind, ist die optimale Strategie gefunden.[18]
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4.2 Werteiteration

Werteiteration stellt eine sehr einfache Art dar, einen MDP zu lésen. Dieser
Algorithmus arbeitet im Raum der Wertefunktionen. Er startet mit einer belie-
bigen, anfinglich beschrinkten Schitzung einer Wertefunktion und wendet auf
diese wiederholt den Bellman—Operator (siehe Kapitel 3.3) an. Das geschieht
solange, bis sich die Schétzung der Wertefunktion der optimalen Wertefunkti-
on angenéhert hat.

Eine einfache Form der Werteiteration ist in Algorithmus 4.2 zu sehen. Der
Pseudocode initialisiert die Wertefunktion als Null in allen Zusténden.

Sei V; eine Schitzung einer Wertefunktion vor der t-ten Iteration. Fiir den
Algorithmus der Wertefunktion ist bekannt, dass die Folge der geschétzten
Wertefunktionen [Vi];en sich geometrisch an V* annidhert, was aus der Kon-
traktionseigenschaft des Bellman—Operators (sieche Lemma 3.2) folgt. Auch die
gierige Strategie m; von V; konvergiert in endlich vielen Iterationen gegen 7*,
auch wenn V; noch nicht V* exakt gleicht.

Es sollte erwdhnt werden, dass, auch wenn V; erst am Ende gegen V* kon-
vergiert, der Algorithmus in der Praxis bereits nach t Iterationen ans Ziel
gefithrt werden kann. Sobald die maximale Anderung nach einem Schritt, also
[|Vi+1 — Vi||so, unter einen vorgegebenen Grenzwert, ein Abbruchkriterium,
sinkt, ist der Algorithmus beendet.[18§]

Algorithmus 4.2. (Werteiteration)
Inputs: M=< S, A, T, R,y >
initialisiere V(s) < 0 fiir alle s € S
fort=1,2,3,... do
V < BV

end for
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Kapitel 5

Monte Carlo Methoden

Monte Carlo Methoden (MC)[23] setzen, anders als die Methoden des DP,
kein vollstéandiges Wissen iiber das System der Umwelt voraus. Sie benttigen
nur Erfahrung in Form von Beispielen, wie Folgen von Zustédnden, Aktionen
und Belohnungen, welche der Agent durch Interaktion mit der Umwelt er-
langt. Auch wenn ein Modell fiir die Umwelt benttigt wird, muss dieses nicht,
wie im Fall von DP, die vollstdndige Wahrscheinlichkeitsverteilung von allen
méglichen Ubergéingen enthalten, sondern nur einzelne Ubergangswahrschein-
lichkeiten. Es ist in iiberraschend vielen Fillen einfach, einzelne Ubergangs-
wahrscheinlichkeiten beziiglich einer gewiinschten Verteilung zu erstellen, je-
doch sehr schwer, die Verteilung in expliziter Form anzugeben.

Monte Carlo Methoden errechnen also nicht den Durchschnitt aller Riickgabe-
werte, sondern nur die einer Auswahl oder einer Folge. Um sicher zu stellen,
dass die Riickgabewerte definiert sind, werden Monte Carlo Methoden nur fiir
Episoden definiert. Zerfillt die Interaktion des Agenten mit seiner Umwelt in
Teilfolgen, wobei jede Teilfolge eine endliche Anzahl an Zustédnden besitzt, so
nennt man eine solche Teilfolge ,,Episode“. Das bedeutet, dass in den einzel-
nen Episoden Erfahrungen gesammelt werden. Jede Episode terminiert, un-
abhéngig davon, welche Aktionen ausgewihlt werden. Daher ist die Schiatzung
der Wertefunktion und die Verdnderung der Strategie nur vom Abschluss einer
Episode abhingig. Das heifit, Monte Carlo Methoden arbeiten schrittweise im
Sinne einzelner Episoden.

DP und Monte Carlo gehen beim Losen eines RL—Problems dhnlich vor. Wie

auch bei DP wird die Strategie zuerst ausgewertet, werden die Wertefunk-
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tionen V7™ und Q7 fiir eine beliebige Strategie m berechnet, wird dann die
Strategie verbessert und wird letztendlich die Strategieiteration generalisiert.
Der Unterschied liegt jedoch darin, dass DP vollstéindige Kenntnis iiber die
Umwelt benotigt, Monte Carlo jedoch nur Erfahrung in Form von Beispielen
verwendet.

Angenommen wir mochten die Wertefunktion V7 (s) schétzen, also den Wert
einer Situation s unter einer Strategie w. So wird eine Menge an Episoden
durchlaufen, wobei einer Strategie m gefolgt, und eine Situation s besucht
wird. Hier kénnen nun zwei Arten der Schitzung der Wertefunktion V7™ (s)

unterschieden werden:

e Die Wertefunktion V™ (s) wird aufgrund des Durchschnitts der nach je-
der einzelnen Situation s in jeder Episode erhaltenen Riickgabewerte

geschétzt.

e Die Wertefunktion V7 (s) wird aufgrund des Durchschnitts der nach jeder
ersten Situation s in jeder Episode erhaltenen Riickgabewerte geschétzt.

Diese Methode ist in Algorithmus 5.3 zu sehen.

Beide Methoden konvergieren zu der optimalen Wertefunktion V*(s), falls die
Anzahl der durchlaufenen (ersten) Situationen s gegen unendlich wichst.
Um die Strategie zu verbessern, wie auch im Kapitel 4.1 zur Strategieiteration

beschrieben, wird die gierige Strategie beziiglich der Wertefunktion berechnet.

Algorithmus 5.3. (Monte Carlo)
Inputs: M=< S, A,~v >
initialisiere V (s) zufillig und Ret(s) als einen leeren Vektor
fiir alle s € S
fort=1,2,3,... do
erstelle eine Episode mit m
fiir jede Situation s in der Episode:
R < Belohnung nach der ersten Situation s
fiige R zu Ret(s) hinzu
V(s) <= Durchschnitt iber Ret(s)

end for
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Kapitel 6

Zeitliche Differenz Methoden

als praktischer Losungsansatz

Das Anwenden der Strategie— oder Werteiteration erfordert, dass dem Agen-
ten die erwarteten Belohnungen und Uberginge bekannt sind. Die Methoden
des zeitlichen—Differenz—Lernens (TD) (engl. Temporal Difference learning)
bilden eine Familie von Algorithmen, welche zur Lésung von RL-Problemen

herangezogen wird, wenn

e die Ubergangs— und Belohnungsfunktionen vom MDP
M =<S8,A,T,R,y > nicht im Input gegeben sind.

e der Agent die Dynamik der Ubergiinge durch Interaktion mit dem MDP
M kennenlernen muss, wie zum Beispiel durch Driicken der Knopfe A
oder B.

TD—-Methoden nutzen sowohl die Ideen von Monte Carlo, als auch jene vom
DP. Wie Monte Carlo kénnen TD-Methoden lernen ohne das System der
Umwelt zu kennen; wie DP optimieren sie die Schéitzungen basierend auf einem
Teil der bisherigen Schéitzungen.[23][30]

Methoden des TD sollen eine Vorhersage und Optimierung erarbeiten. Um die
optimale Strategie zu finden, verwenden alle drei Methoden (TD, DP, Monte
Carlo) eine Form der Strategieiteration. Die Unterschiede liegen im Zugang

an das Vorhersage—Problem, also in der Schétzung von V™.
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6.1 TD Vorhersage

Sowohl Monte Carlo, als auch TD nutzen die Erfahrung, um das Vorhersage—
Problem zu 16sen. Gefolgt wird einer gegebenen Strategie m; die Wertefunktion
V7 wird in jedem Schritt neu geschétzt. V(s;) wird aufgrund des folgenden
Ereignisses geschétzt; wird also eine Situation s; zum Zeitpunkt ¢ erreicht, so
wartet die Monte Carlo Methode die aktuelle Episode (siche Kapitel 5) ab und

schétzt sodann V' (s;):
V(St) < V(St) + o [Rt — V(St)] , (61)

wobei R; der aktuelle Riickgabewert folgend auf den Zeitpunkt ¢, und oy eine
sogenannte Lernrate ist. Fiir die Folge der Lernraten [oy)ien gilt oy € (0,1).
Die Lernrate bestimmt die Schrittweite, mit der V(s;) an V(syy1) und reqq
angepasst wird. Die Lernrate « iibernimmt die oben erwidhnte Rolle des Dis-
kontierungsfaktors ~.

Im Gegensatz dazu, muss TD jedoch nur auf den néchsten Schritt warten. Zum
Zeitpunkt t+1 wird bereits eine Aktualisierung basierend auf der beobachteten

Belohnung 7,41 vorgenommen und V' (sy41) geschiitzt:
V(st) = V(st) + afripa +7V(se41) — V(st)] (6.2)

Die Aktualisierungen der Monte Carlo Methode basieren also auf Ry, wihrend
jene der TD Methode aufgrund von 741 + YVi(st4+1) durchgefithrt werden.

Aus Kapitel 3.2 wissen wir:

Vi(s) = Eg[Ri|st =] (6.3)
o
= Er Z’YTT’HTH | st = 5] (6.4)
7=0
oo
= E;|re1+7y Z Y T irt2 | St = s] (6.5)
7=0
= Ex[riper + 7V (st41) [ 50 = s]. (6.6)

Monte Carlo Methoden schitzen aufgrund der Gleichung 6.3. Da der Erwar-
tungswert in 6.3 nicht bekannt ist, wird die Aktualisierung basierend auf einem
geschétzten Riickgabewert durchgefithrt. TD Methoden schéitzen aufgrund der
Gleichung 6.6. Da der Wert V7 (s;1) nicht bekannt ist, wird die Aktualisierung
basierend auf dem aktuellen Schitzwert V;(s;y1) durchgefiihrt.
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6.2 TD(0)

TD(0) ist die einfachste Methode des TD-Lernens. Zunéchst wird fiir eine fixe
Strategie m die Wertefunktion V™ bestimmt. Um die Wertefunktion in jedem

Schritt zu aktualisieren, wird folgende Regel angewandst:
V(St) — V(St) + Oé[T‘t+1 + ’)/V(St+1> — V(St)] (67)

Der Agent lernt also nach dem Auswéhlen der Aktion anhand der beobachteten
Zustandsiibergéinge und des erhaltenen Riickgabewertes; V (s;) wird aufgrund
der erhaltenen Belohnung 7,11, sowie der Differenz zum geschétzten Wert der
Nachfolgesituation V (s:y1) aktualisiert.[23]

Fiir jede Strategie m konvergieren die Werte von V(-) im Mittel gegen V™ (),
falls die Lernrate « hinreichend klein und die Varianz der Riickgabewerte
beschrénkt ist.[23]

Um die optimale Strategie 7* und die optimale Wertefunktion V* zu ermitteln,
wird ebenso die Regel 6.7 angewandt. Die Strategie ist jedoch nicht mehr fix,
sondern wird an die optimale Strategie iterativ angendhert; dabei wird sie,
wie auch schon in Kapitel 4.1 beschrieben, entsprechend der gierigen Strategie

beziiglich der gednderten Wertefunktion veréndert:

7 (s) = argmax (R(s, a) + ’}/ZT(SI | (s, a))V*(s')) (6.8)

acA scS

Die TD Methode TD(0) ist in Algorithmus 6.4 zu sehen:

Algorithmus 6.4. (TD(0))
Inputs: M=< S, A,~v >
initialisiere V (s) zufillig fir alle s € S
fort=1,2,3,... do
fiihre Aktion a; durch, gegeben durch Strategie 7 fiir Situation s,
Vi(st) <= Vst) + afregr + 7V (st1) = V(se)]
end for
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6.3 Agent—Kritiker—-System

Agent—Kritiker—Lernen (engl. actor—critic-learning) ist eine TD—Variante der
Strategieiteration. Der Agent entspricht der Strategie, da jener die Aktionen
auswahlt. Der Kritiker entspricht der geschitzten Wertefunktion, da jener die
vom Agenten ausgewidhlten Aktionen kritisiert und auswertet. Der Kritiker
bewertet die Aktionen durch ein skalares Signal, welches der einzige Ausga-
bewert des Kritikers ist, wodurch er sowohl das Lernen des Agenten, als auch

jenes des Kritikers lenkt, wie es in Abb. 6.1 zu sehen ist:

Belohnung

peem: Umwelt
Situation
(e

A

¥ ¥ kitiker ¥ akior

Werte- Politik
funktion

| Aktion

Abbildung 6.1: Agent—Kritiker—System

Ublicherweise entspricht der Kritiker einer Zustands-Werte-Funktion; er wer-
tet nach jeder Aktion die neue Situation aus. Die Bewertung ist {iber den
TD—-Fehler definiert:

O =11 YV (s141) — V(se), (6.9)

wobei V() die, vom Kritiker gebildete, aktuelle Wertefunktion ist. Der TD—
Fehler bewertet eine eben ausgewihlte Aktion ay, welche in Situation s; ange-
wendet wird. Ein positiver Fehler unterstiitzt die Auswahl der ausgewerteten
Aktion in der Zukunft.

6.4 Q-Lernen

Q-Lernen ist eine TD—Variante der Werteiteration. Das Ziel ist, die optimale
Wertefunktion eines endlichen MDPs anzunéhern.[30]
In Algorithmus 6.5 sehen wir die Vorgehensweise beim Q-Lernen. Der Al-

gorithmus benétigt eine Folge von Lernraten, [oy]ien, wobei o € (0,1). Es
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ist bekannt, dass die Wertefunktion beim Q-Lernen asymptotisch mit Wahr-
scheinlichkeit 1 gegen QQ* konvergiert, solange folgende Bedingungen fiir jedes
Zustands—Aktions—Paar (s, a) erfiillt sind:

o oo
Zati =o00 und Z 041521- < 00, (6.10)
i=1 i=1

wobei ¢; jener Schritt ist, in dem Aktion a; in Situation s;; durchgefiihrt
wird.[29] Diese beiden Bedingungen werden haufig fiir den Beweis der asym-
ptotischen Konvergenz von stochastischen Approximations—Algorithmen be-
no6tigt.[19] Die erste Bedingung garantiert, dass die Folge der Lernraten hinrei-
chend grof} ist, um den Anfangswert Q(s, a) in Richtung Q*(s, a) zu veréndern;
wihrend die zweite Bedingung garantiert, dass die neuen Werte von Q(s,a)
schnell genug fallen, sodass sie letztendlich Q*(s, a) entsprechen.

Da die Lernrate oy kleiner als 1 ist, folgt aus der ersten Bedingung in Gleichung
6.10, dass jede Aktion a in jeder Situation s unendlich oft ausprobiert werden
muss. Diese Anforderung ist fiir die Konvergenz von Q—Lernen unvermeidbar;
es sei denn, es werden weitere Annahmen getroffen:

wenn der Agent die optimale Funktion @Q* exakt in einem stochastischen
MDP lernen mochte, muss er jede Aktion in jeder Situation unendlich oft
durchfithren, um R(s,a) und T'(-|s,a) zu erfahren. Diese Tatsache bezieht
sich auf das sogenannte Ausprobieren -Ausnutzen Dilemma (engl. exploration
/ exploitation—dilemma), welches in Kapitel 6.5 erklirt wird. Beim optimieren-
den Lernen ist, neben vielen natiirlichen Entdeckungs—Strategien, die e—gierige
Regel eine gingige Methode. Ein e—gieriger Agent wihlt eine gierige Aktion
beziiglich der aktuellen Schitzung der Wertefunktion mit einer Wahrschein-
lichkeit von 1 — €, und eine zuféllige Aktion mit einer Wahrscheinlichkeit von
€ aus.

Sofern das MDP ergodisch ist, wird jede Aktion in jeder Situation unend-
lich oft angewendet, und somit konvergiert der Algorithmus des Q-Lernens

asymptotisch mit Wahrscheinlichkeit 1 gegen Q*.

Algorithmus 6.5. (Q-Lernen)
Inputs: M=< S, A,y >
initialisiere Q(s,a) fir alle (s,a) € S x A
fort=1,2,3,... do

beobachte aktuelle Situation s¢, fiihre Aktion a; durch und beobachte
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Belohnung ¢ und Ubergang in eine neue Situation Si1

Aktualisierung der Q—Funktion durch

Q(st,a) < Q(sp,a) + oy <7't + ’Ylgleai Q(s141,a) — Q(Stﬂlt)) .

end for

6.5 Ausprobieren und Ausnutzen

Bei den Methoden des TD-Lernens ist es sehr wichtig, eine Balance zwi-
schen Ausprobieren und Ausnutzen zu halten. Die Frage ist, wie der Agent
den Durchschnitt seiner Belohnungen maximieren kann, wenn er ein unvoll-
stdndiges Wissen iiber seine Umwelt hat. Ohne externe Hilfe muss der Agent
mit seiner Umwelt interagieren und experimentieren, um mehr Wissen zu er-
langen. Auch wenn der Agent den Durchschnitt maximieren mochte, muss er
oft Aktionen ausprobieren, die ihm vorerst suboptimal erscheinen, um her-
auszufinden, ob das dadurch erlangte Wissen in der Zukunft moglicherweise
hilfreich im Erreichen seines Ziels ist. Jedoch ist ein Agent, der exzessiv seine
Umwelt erforscht und entdeckt, nicht unbedingt wiinschenswert, da ihm der
Blick fiir den Nutzen fehlt. Ebenso wenig brauchbar ist ein Agent, welcher
ausschliefllich jene Aktionen auswihlt, die aktuell am besten erscheinen, da
es moglicherweise eine suboptimale Strategie im Auswéhlen der Aktionen zur
Folge hat, da zu wenig Wissen iiber die Umwelt vorhanden ist. Daher ist eine
gute Balance zwischen Ausprobieren und Ausnutzen entscheidend.

Jene Theoreme, die beweisen, dass TD—-Methoden {iblicherweise funktionie-
ren, bendtigen viel Experimentieren: alle Aktionen miissen in allen Situatio-
nen angewendet werden. In der Praxis ist es daher iiblich, jene Strategien
auszuwéhlen, die ,,Ausprobieren® enthalten; das bedeutet, dass manchmal ei-
ne zufillige Aktion ausgewahlt wird, meistens jedoch jene, die aktuell als die

optimale Aktion erscheint.
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Kapitel 7

Eine Anwendung: Das

optimale Pfad—Problem

Unter die Kategorie Problem des optimalen Pfades fillt eine grofle Klasse von
Netzwerk—Optimierungsproblemen. In solchen Problemen betrachten wir eine
Funktion, welche jedem Pfad, der in einem Netzwerk zwei Knoten verbindet,
einen Wert zuordnet. Es wird eine Menge W festgelegt, welche alle moglichen
Wege zwischen gegebenen Start— und Zielknoten enthélt. Aulerdem wird eine
Teilmenge Q von W bestimmt, sobald sich der Weg Q als ,,besser” als je-
der andere Weg von Q \ P erweist. Was jedoch ein ,,guter® Weg ist, wird in
der Problemstellung beschrieben — die Kiirze, der Kostenfaktor oder auch die
Lénge konnte als Kriterium gelten.

Betrachten wir als Beispiel folgendes Netzwerk:

A
o («)
4 7 NN 7
D T ~L
CJ D
o Ve Y . /'
D - @)
. _ N
Gl L T
&y
A4

Abbildung 7.1: Netzwerk von Pfaden
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Sei nun W die Menge der Wege von Knoten 1 zu Knoten 5, wobei kein Knoten
doppelt oder mehrfach besucht wird. Wir erhalten die Menge
P ={A,B,C,D,E}, wobei

o A={1,(1,3),3,(3,5),5},

e B={1,(1,2),2,(2,5),5},

o C={1,(1,4),4,(4,5),5},

e D={1,(1,3),3,(3,2),2,(2,5),5} und
o £=1{1,(1,4),4,(4,2),2,(2,5),5} ist.

Sei nun d(Q) die Distanz des Weges Q vom Startknoten zum Zielknoten.
Wir erhalten d(A) = 2+3 =5,dB) =4+5=9,d(C) =4+7 =11,
dD)=2+4+6+5=13 und d(£) =4+ 3+ 5 = 12. Angenommen wir suchen
nach dem kiirzesten Weg, so wire Weg A die gesuchte Losung.

Die eben angefiihrte Vorgangsweise wire bei Problemen gréflerer Dimensionen
sehr langwierig und daher nicht geeignet. Daher werden wir in diesem Kapitel
Algorithmen zum Lésen solcher Optimierungsprobleme kennenlernen, welche
den ,,besten“ Weg in einer angemessenen Berechnungszeit finden kénnen. Zu
diesem Zweck wurden folgende Quellen herangezogen:

12)(4)[5)[7)[8] 9 [10] [11] 15][16].

7.1 Das Netzwerk—Fluss Problem

Ein Fluss—Netzwerk ist ein gerichteter Graph, der aus Knoten und Pfaden be-
steht. Jeder Pfad verfiigt iiber eine gewisse Kapazitdt und jeder Pfad erhilt
einen Fluss an Daten. Ein solches Netzwerk findet im Modellieren von Stra-
Benverkehr oder von Stréomungen in einem elektrischen Kreislauf Verwendung.
Ein Netzwerk—Fluss Problem ist nun ein Optimierungsproblem innerhalb eines
Fluss—Netzwerkes. Das Ziel ist, eine bestimmte Grofle, wie Kosten, Geschwin-
digkeit oder Dauer zu minimieren oder zu maximieren. Ein spezielles Problem,
welches als Netzwerk—Fluss Problem formuliert werden kann, ist das Problem
des kiirzesten Pfades. Auf dieses werden wir in Kapitel 7.2 zuriick kommen.

Zunichst werden wir jedoch ein Fluss—Netzwerk formal definieren. Um einen
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umfassenden Uberblick zu Netzwerk-Fluss Problemen zu erhalten, sei jedoch
auf folgende Schriften verwiesen: [5][8][9][10].

Wir definieren ein Netzwerk als einen endlichen, gerichteten Graphen G =
(V,E), wobei V die Menge der Knoten und € die Menge der Pfade bezeichnet.
Ein Netzwerk besitzt eine Quelle s (engl. source) und eine Senke ¢ (engl. tar-
get) aus V. Jeder Pfad (u,v) € &, welcher von Knoten u zu Knoten v verlauft,
verfiigt tiber eine reellwertige, nicht—negative Kapazitéit c¢(u,v), welche durch
die Funktion ¢: & — Ry zugewiesen wird. Falls (u,v) ¢ &, wird angenom-
men, dass ¢(u,v) = 0. Sei nun der Fluss innerhalb eines Netzwerks eine reelle
Funktion f: VXV — R, welche folgende Bedingungen fiir Netzwerke erfiillt:
Eine erste Bedingung sei die Fluss—Erhaltung. Das bedeutet, dass die Menge,
welche in einen Knoten fliefit plus der, die schon im Knoten ist, gleich der

Ausflussmenge sein muss.

ut Y fGu) = > fu), Yuey (7.1)

JEI(u) jeO(u)

Z(u) bezeichnet dabei die Einflussmenge eines Knotens u und >~ ;7 f(j, u)
den gesamten Fluss in den Knoten u. O(u) bezeichnet die Ausflussmenge eines
Knotens u und 3¢,

Eine zweite Bedingung sei, dass der Fluss durch einen Pfad nicht-negativ und

f(u,j) den gesamten Fluss aus dem Knoten w.

nicht grofler als dessen Kapazitéit sein darf.
0 < f(u,v) < c(u,v), Y(u,v) €& (7.2)

Ein Fluss f(u,v) ist zuldssig, falls die zwei eben angefithrten Bedingungen
erfiillt sind. Ein Fluss—Netzwerk Problem gilt als zuléssig, falls es mindestens
einen zulédssigen Fluss enthélt. [9][10]

Bei der Formulierung von Netzwerk—Fluss Problemen kénnen die Knoten
und/oder die Pfade zusétzliche Einschrinkungen erhalten. Eine mogliche Ein-
schrankung fiir einen Knoten kénnte ein begrenzter Wert der Zufuhr sein. Eine
mogliche Einschrinkung fiir einen Pfad konnte eine Begrenzung der Kapagzitét
sein. Im Weiteren werden wir uns einer speziellen Art von Netzwerk—Fluss Pro-

blemen zuwenden, dem Problem des kiirzesten Pfades.
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7.2 Das Problem des kiirzesten Pfades

Das Problem des kiirzesten Pfades ist ein klassisches Optimierungsproblem,
welches schon seit den 50er Jahren untersucht wird. Um dieses néher zu bear-
beiten, wird der Darstellung von [5][9][10][13] gefolgt.

Jeder Pfad (u,v) € & des gerichteten Graphen (V, ) besitzt einen reellen Wert
ky, € R, welcher die Kosten oder die Distanz des Pfades (u, v) beschreibt. Wir

betrachten fiir das Problem des kiirzesten Pfades folgende Zielfunktion:

ki E—=R: (u0) = ku,v) = Y kuy (7.3)
(u,)e€

Es ist das Ziel, einen Pfad (u,v)* von der Quelle s zur Senke ¢t in (V,€) zu
finden, sodass k*(u, v) minimal wird. Das heifit, dass k*(u, v) < k(u,v) fir alle
(u,v) € & gilt.

Ein Problem des optimalen Pfades heifit endlich, falls ein optimaler Pfad exis-
tiert, dessen Anzahl an Knoten endlich ist. Ein optimales Pfad Problem heif}t
beschrinkt, falls fir jede optimale Losung (u,v)* der Funktionswert der Kos-
tenfunktion (auch Zielfunktion genannt) k((u,v)*) < oo gilt; sonst heifit es
unbeschrdinkt.

Mit dem Satz 7.6 werden wir beweisen, dass das Problem des kiirzesten Pfades
endlich ist, genau dann, wenn das Netzwerk keine Pfade mit negativen Werten
enthélt.

Um die Notation iibersichtlich zu gestalten, bezeichnen wir im Beweis von Satz
7.6 und vom Korollar 7.7 jeden Pfad (u,v) € £ mit p € £.

Satz 7.6. Seien & ; und & nicht-leere Mengen fiir jedes i € V. Das Problem

des kiirzesten Pfades ist endlich, genau dann, wenn k(Z) > 0 fiir jeden Zyklus
Z in (V,E).

Beweis. Sei Z ein negativer Zyklus, also k(Z) < 0 und sei i ein Knoten von
Z.Da & ; und &;; nicht-leer sind, existiert pi, ein Pfad von s nach 4, und p»,
ein Pfad von i nach t in (V,&). Sei nun p; < Z° 1> py der Pfad von s nach ¢
iber p; und ps. Somit bezeichnet p; = p1 < ZJ 1> pg, mit j > 0, eine Folge von
Pfaden von s nach t. Wir erhalten k(p;) = k(p1) + k(Z7) + k(p2). Daraus kann

man schlieffen

limj_ook(pj) = k(p1) + k(Z2)limjocj + k(p2) = —00 (7.4)
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Somit ist der optimale Pfad po, = lim;_opj, was bedeutet, dass p nicht end-
lich ist. Da k, , fiir jeden Pfad (u,v) endlich ist, ist das Problem des kiirzesten
Pfades nicht endlich.

Sei nun k(Z) > 0 fiir jeden Zyklus in (V, &) und sei p* der optimale Pfad.
Falls p* keine Zyklen hat, hat p* auch keine Schleifen und somit auch keine
wiederholt besuchten Knoten. Daher ist das Problem endlich.

p* habe nun zumindest einen Zyklus, somit erhalten wir p; <1 Z > pa. Wenn
k(Z) > 0 ist, wére k(p*) > k(p1 < >p2) und somit nicht optimal. Daraus
konnen wir schliefen, dass k(Z) = 0 gelten muss. Da aber k(p*) = k(p1 <>p2)
gilt und somit p; <1 >po auch ein optimaler Pfad ist, muss p* einen weiteren
Zyklus, aufer p; <i>p2, besitzen. Wendet man dieses Verfahren wiederholt an,
so kann man alle Zyklen aus p* entfernen und erhélt somit einen Pfad ohne
Schleifen, woraus sich auf die Endlichkeit des Problems schlielen ldsst. p* ist
dann die optimale Losung des Problems. O

Von Satz 7.6 konnen wir folgende Resultate ableiten.

Korollar 7.7. Fin Problem des kiirzesten Pfades ist nicht—endlich, genau

dann, wenn es unbeschrdinkt ist.

Beweis. Falls das Problem des kiirzesten Pfades nicht—endlich ist, so existiert
ein negativer Zyklus Z in (V,€). Sei poc = lim;_00p;, Wobei p; = p1 < 77 >
pe mit p; € &, p2 € &y und ¢ ein Knoten in Z ist. Somit gilt k(ps) =
—oo und das Problem ist unbeschrankt. Falls das Problem endlich ist, so hat
der optimale Pfad eine endliche Anzahl an Knoten und Wegen und ist somit
beschrénkt. O

Korollar 7.8. FEs existiert ein Pfad ohne Schleifen, welcher die optimale
Lésung eines Problem des kiirzesten Pfades ist, genau dann, wenn k(Z) > 0,
fiir jeden Zyklus Z € (V,E).

Im Folgenden werden wir das Problem des kiirzesten Pfades als ein Netzwerk—
Fluss Problem (siche Kapitel 7.1) betrachten und annehmen, dass keine ne-
gativen Zyklen existieren, das heifit k(,,y > 0 fiir alle (u,v) € £. Aulerdem
wenden wir uns ab hier dem sogenannten all-to—one shortest path problem
zu.[9] Dies bedeutet, dass wir den kiirzesten aller Pfade zu einem bestimm-
ten Knoten suchen. Dieser Zielknoten wird mit n bezeichnet. Alle von diesem

wegfithrenden Wege haben den Wert 0. Wir nehmen an, dass zumindest ein
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Pfad von jedem Knoten ¢ # n zum Knoten n existiert, das heifit, dass das
Problem zuléssig (siehe Kapitel 7.1) ist.
Beziiglich der Kapazitéit eines jeden Pfades nehmen wir keine Einschrankung
vor. Das heifit, dass jeder Pfad (i,j) € £ im Netzwerk (V&) eine nach oben
unbeschrinkte Kapazitéit c(i,j) > 0 hat. Da wir den kiirzesten aller Pfade zu
dem Zielknoten n suchen, ist jeder Knoten 1,...,n — 1 eine Quelle, welcher
jeweils eine Versorgung mit dem Wert 1 liefert, und der Knoten n die einzige
Senke, welche einen Bedarf von n — 1 hat. Da der Knoten n die einzige Senke
ist, und Quellknoten keine Versorgung ,,behalten* kénnen, muss der Fluss so
lange durch das Netzwerk laufen, bis er den Knoten n erreicht.
Ziel ist es nun, den kiirzesten der Pfade von einer Quelle zur Senke zu mini-
mieren. Wir minimieren

> kighis (7.5)

(i,9)e€

iiber alle zuléssigen Fliisse, fiir jeden Knoten ¢ # n. Da wir Wege mit negati-
ven Werten ausgeschlossen haben, wird der kiirzeste Pfad auch die geringsten
Kosten haben.
Beschreiben wir nun mogliche Nebenbedingungen an den Fluss, der die Ziel-
funktion erfiillen soll, néher. Schon in Kapitel 7.1 haben wir das sogenannte
Fluss—Erhaltungsgesetz beschrieben, welches besagt, dass die Einflussmenge in
einen Knoten gleich der Ausflussmenge sein muss. Konkret fiir unser Problem

formulieren wir diese Bedingung an die Quellknoten und an den Senkknoten

wie folgt:
Yoo fii— > fiy=1 i=1..,n-1 (7.6)
{51@.9)e€} {ilG.5)ee}
Z fj,n - Z fn,j =0 (77)
{3l(i.5)€€} {51G.5)€€}

> GlGg)eed fj,i bezeichnet den gesamten Fluss, der in den Knoten i fliefit und
> Glg)ee) fi,; bezeichnet den gesamten Fluss, der aus dem Knoten ¢ fliefit.
Im Hinblick auf die Algorithmen, welche wir zum L&sen von Problemen des
kiirzesten Pfades heranziehen und in den Unterkapiteln 7.2.1 und 7.2.2 be-
trachten werden, definieren wir nun die sogenannte Baum—Losung (engl. tree
solution).

Ein Vektor f heifit Baum-Ldsung, falls jener Vektor alle Knoten mit dem
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Zielknoten verbindet, sodass die Kosten bzw. die Distanz minimal sind. Eine

Baum-Losung kann folgendermafien konstruiert werden:

e Wiihle eine Menge 7 C &€ von n — 1 Wegen, welche einen Baum formen.

Dabei ist die Richtung der Wege unwichtig.
e Setze f; ; =0, fiir alle (i,7) ¢ T.

e Bestimme mit dem Fluss—Erhaltungsgesetz (siche Gleichung 7.6 und 7.7)
Af = b die Fluss—Variablen f; ; fur alle (4,5) € 7.

Eine Losung f; ; > 0 fiir alle (¢, j) € £ heifit eine zuldssige Baum-Losung.[5][9]
An dieser Stelle mochte ich hinzufiigen, dass jedes Optimierungsproblem, unter
der Voraussetzung, dass alle aufgestellten Nebenbedingungen erfiillt sind, als
ein duales Problem neu dargelegt werden kann. Die neue Formulierung beinhal-
tet eine Variable fiir jede Nebenbedingung des urspriinglichen Problems. Der
Wert der dualen Variable wird so gew#hlt, dass die zugehorige urspriingliche
Nebenbedingung erfiillt wird. Die Nebenbedingungen des dualen Problems be-
stehen aus zwei Einheiten.

Der duale Graph beinhaltet einen Knoten fiir jede duale Variable und Pfade
fiir Beziehungen zwischen den dualen Variablen. [20][3]

Mit folgendem Satz iiber die Losbarkeit eines Problems sei auf [9] verwiesen.

Satz 7.9. Gegeben sei ein Problem des kiirzesten Pfades als ein Netzwerk—
Fluss Problem mit einem gerichteten Graphen (V,E), wobei keine negativen
Zyklen enthalten sind, also k;; > 0,V(i,j) € €. Von jedem Knoten i # n
existiert mindestens ein Pfad zum Zielknoten n. n besitzt keine wegfiihrenden

Wege. Dann gilt:

1. Wenn eine zuldssige Baum—Ldsung optimal ist, dann gibt diese Losung

den kiirzesten Pfad an.

2. Sei p eine duale Variable. Wenn p, = 0 gilt, so hat das duale Problem
eine eindeutige Losung p* und p; ist die Linge des kiirzesten Pfades von

Knoten 1 zu n.
Beweis.

1. kann durch folgende Gedankenfithrung bewiesen werden: aufgrund der

Voraussetzung k; j > 0,Y(i, j) € € sind die Wege von den ,,Blittern* zu
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der ,Wurzel“, dem Zielknoten, gerichtet. Angenommen es existiert ein
Pfad von einem Knoten i zu dem Knoten n, welcher kiirzer ist als jener
in der Baum-L6sung. Somit wire die Baum—Losung nicht optimal, da
ein Fluss schneller iiber Knoten ¢ gefithrt werden koénnte. Daher liefert

die optimale, zuldssige Baum-Losung die kiirzesten Pfade.

2. Laut Voraussetzung sei p} = 0. Sei (p}, ...,pj_;) ein Vektor der dualen
Variablen. Da, laut Voraussetzung, alle Wege zum Zielknoten n gerichtet
sind, erhalten wir die Linge des Pfades von i nach n durch Aufsummieren
der Kosten k; ; der einzelnen Wege. Fiir jeden Weg im Baum gilt: p; =

¢i,j + pj. Wir erhalten mit ¢; j = p; — pj:

ey o= > P (7.8)
- Sw-n (7.9)
. (7.10)

Da die Losung eine optimale, zuldssige Baum-Losung ist, ist jeder Pfad der
kiirzeste Pfad von einem bestimmten Knoten. So ist p; die Lénge des kiirzesten
Pfades von i nach n. Aulerdem ist die Losung nicht entartet, da jeder Weg
(i,7) die Versorgung von Knoten i zu tragen hat. Daher ist die Losung ein-
deutig. O

7.2.1 Bellman—Ford Algorithmus

Der Bellman—Ford Algorithmus basiert auf dem Optimalitétsprinzip von Bell-
man (siehe Kapitel 3.3).[1] Dieses stammt von RICHARD BELLMAN ab. Der
Algorithmus wurde schrittweise von FULKERSON[9][10] und MOORE[15] wei-
terentwickelt und wird daher auch als Ford—Fulkerson Algorithmus bezeichnet.
Der Algorithmus zieht zum Losen des Problems die Bellman—Gleichung (siehe
Kapitel 3.3) heran.

Der Bellman—Ford Algorithmus ist ein gieriger Algorithmus (siehe Kapitel 3.2).
Das bedeutet, dass er Losungsmethoden heranzieht, welche iiberpriifen, ob ei-
ne bessere Langzeitstrategie existiert. Er startet bei einem , Wurzel“—Knoten
und erforscht in den folgenden Schritten die benachbarten Knoten. Diese Vor-
gehensweise wird Breitensuche (engl. breadth—first search, BFS) genannt. Das

Vorgehen des Bellman—Ford Algorithmus kann wie folgt beschrieben werden:
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e Finde den kiirzesten Pfad von einem festgelegten Knoten unter Beach-
tung der Nebenbedingung, dass maximal ein Verbindungsglied verwen-

det werden darf.

e Finde den kiirzesten Pfad unter der Nebenbedingung, dass maximal zwei

Verbindungsstiicke besucht werden diirfen.

e Erhohe die Anzahl der maximal besuchten Verbindungsglieder so lange,

bis der Algorithmus endet.

Bei diesem Verfahren sind Wege mit negativen Werten k; ; < 0, V(4,j) € £
zugelassen, vorausgesetzt das Netzwerk beinhaltet keine Zyklen, deren Ge-
samtwert negativ ist. Der Bellman—Ford Algorithmus kann sowohl zur Berech-
nung des kiirzesten Pfades zu allen Knoten von einem festgelegten Startknoten
herangezogen werden, als auch zur Berechnung des kiirzesten Pfades von al-
len Knoten zu einem festgelegten Zielknoten. Letztgenannte Aufgabenstellung
haben wir bereits in Kapitel 7.2 niher behandelt.

Stellen wir nun das Problem des kiirzesten Pfades als ein duales Problem dar.

Das Problem des kiirzesten Pfades lautet:

min Z ki,jfi,j (711)

(3,7)eK

mit den Nebenbedingungen

s.t. oo fi— D>, fiy =1, di=l.,n-1 (112

{51(4.5)eK} {i1(i.5)eK}
Z fj,n_ Z fn,j =0 (713)

{51(i.5)eK} {il@.5)exy
fig =2 0, V(i,j) ek (7.14)

Das duale Problem sei, mit p, = 0, folgendermaflen formuliert:

n—1
max Zp,- (7.15)
i=1
mit der Nebenbedingung
st. pi <kij+pj, Vi je & (7.16)
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Wenn nun alle Komponenten von p, ausgenommen p;, festgelegte Werte sind,
so sollte p; den grofiten Wert haben. Das bedeutet unter Beriicksichtigung der
Nebenbedingung

pi = minje@(i)ki,j + pj (7.17)

Die optimale Losung p* erfiillt somit die Gleichung
p;-k = minjeo(i)kﬁj —i—p;, 1=1,...,n—1 (7.18)

wobei p;, = 0. Somit erhalten wir ein System von m — 1 nicht-linearen Glei-
chungen mit n — 1 Unbekannten, welches als die Bellman—Gleichung (siehe
Kapitel 3.3) bekannt ist.

Falls alle Zyklen positive Werte haben, so ist die Losung der Bellman—Gleichung,
welche dem kiirzesten Pfad entspricht, eindeutig. Falls alle Zyklen nicht—negative
Werte haben, so ist die Lénge des kiirzesten Pfades die maximale Losung der

Bellman—Gleichung.

Algorithmus 7.10. (Bellman—Ford Algorithmus)
Inputs: G = (V,€),s € V,k: E — R, Startknoten s, Zielknoten t
initialisiere p(s) < 0,v(s) < Nil
foreachicV \ s do
p(i) <= oo, v(i) < Nil
end foreach
forn=1,..,|V|—-1do
foreach (i,j) € € do
if p(i) > p(j) + k(j,7) do
p(i) = p(j) + k(j,7)
v(i) =j
end if
end foreach
end for
for (j,i) € € do
if p(i) < p(j) + k(i, j)
return false
end if
end for

return true
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Da jeder Pfad (| V' | —1)mal untersucht wird, betréigt die Laufzeit des Bellman—
Ford Algorithmus O(| V' | =1 x &) = O(V E).[28]

7.2.2 Der Algorithmus von Dijkstra

Der Algorithmus von Dijkstra ist einer der effizientesten Algorithmen fiir
das Losen des Problems des kiirzesten Pfades. Im Vergleich zum Bellman-—
Algorithmus ist er zwar ebenso ein gieriger Algorithmus, liefert jedoch nur fiir
gerichtete Graphen mit nicht—negativen Pfaden ein korrektes Ergebnis. Daher
sei ab nun k; ; > 0 fiir alle (4, j) € £ vorausgesetzt.[8][28]

Der Algorithmus von Dijkstra geht iterativ vor. Jeder Knoten trégt eine Be-
zeichnung, welche aus zwei Elementen besteht. Das erste Element speichert
die Lénge des kiirzesten Pfades, welcher bis zur vorhergehenden Iteration ge-
funden wurde. Falls keine Verbindung bis zu diesem Punkt gefunden wurde,
so wird die Lange mit oo bezeichnet. Sobald jedoch das erste Element der
Bezeichnung einen endlichen Wert besitzt, speichert das zweite Element den
Vorgénger des Knotens. Der Vorgénger des Quellknotens s wird mit s bezeich-
net. Diese Bezeichnung wird als 2—dimensionaler Vektor weitergegeben.

Im Wesentlichen startet der Algorithmus bei einem Knoten, besucht jeden
Knoten in seiner Umgebung so lange, bis er den Knoten mit der kiirzesten
Entfernung gefunden hat. Die Grundidee ist, die Knoten nach der kiirzesten
Entfernung zum Startknoten zu bezeichnen, wodurch die Lénge des kiirzesten
Pfades im Fortschreiten des Algorithmus berechnet wird.

In jeder Iteration kann die Menge der Knoten V in zwei Teilmengen Vi, Vs
geteilt werden. V7 beinhaltet die dauerhaften Knoten, {iber welche ausgesagt
werden kann, dass der Pfad, der vom Startknoten zu diesem Knoten gefunden
wurde, der kiirzeste Pfad ist. V5 beinhaltet alle anderen, die sogenannten tem-
pordren Knoten. Da k; ; fiir alle (4, j) € £ nicht-negativ sind, ist in der Menge
V1 stets der Quellknoten s enthalten und somit ist V; niemals leer. [5][21]]28]
In jeder Iteration untersucht der Algorithmus alle Knoten v € V3, um zu
iiberpriifen, ob der von s nach v gefundene Pfad verbessert werden koénnte.
Hierbei wird tiberpriift, ob sich ein Knoten u € V7 befindet, sodass ein Pfad
(u,v) € € von u nach v besteht, sodass p, > py, + Ky, erfiillt ist. Falls kein
solcher Knoten u € V) existiert, wird wéhrend dieser Iteration die Bezeichnung
in V5 beibehalten. Falls ein solcher Knoten ug existiert, wahlt der Algorithmus

diesen aus und {iberschreibt den Wert von p, mit dem neuen Wert py, + kyg,0-
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Wenn dieser Vorgang wihrend einer Iteration abgeschlossen wird, wahlt der
Algorithmus einen Knoten vy aus Vs aus, dessen Wert p,,, der Kleinste unter
allen Knoten in V5 ist. Diesen Knoten transferiert der Algorithmus von den
temporiren Knoten aus V5 zu den dauerhaften Knoten aus V4. Der Grund fiir
diesen Transfer ist folgender: der kiirzeste Pfad von s zu vy konnte entweder
nur aus Knoten von Vi bestehen oder auch zwischenliegende Knoten aus V5
besitzen. Im zweiten Fall wiirde der Vorgénger von v in V; liegen, wobei der
Algorithmus bereits zu allen Knoten aus V; einen kiirzesten Pfad garantieren
kann. Daher ist der Pfad nach v auch ein kiirzester Pfad.[21]

Algorithmus 7.11. (Algorithmus von Dijkstra)
Inputs: G = (V,€),s € V,k: E — R, Startknoten s, Zielknoten t
initialisiere p(s) < 0,v(s) <= Nil, Vi = {s},Vo =V \ {s}
foreach i € V5 do
p(i) + oo, v(i) «Nil
end foreach
forn=1,...,|V|—-1do
ift e V1 do
stelle den Pfad nach s her, beginnend bei v(t) und return true
else
foreach (i,j) € £, miti e Vi,5 € Vo do
if p(i) > p(j) + k(j,4) do
p(i) = p(j) + k(J, )
(i) =j
io = argmin{p(i) : i € Va}
transfer ig von Vo nach Vi
end if
end foreach
end if
end for

return true

An dieser Stelle mochte ich erwiahnen, dass durch das Anwenden des Algorith-
mus von Dijkstra in jeder Iteration ein kiirzester Pfad gefunden wird, ndmlich
jener zu dem Knoten i, der von V5 nach V; transferiert wird. In einem Netz-

werk mit n Knoten wird daher ein kiirzester Pfad zwischen zwei beliebigen
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Knoten nach maximal n Iterationen gefunden. Auflerdem wird in jeder Ite-
ration maximal die Anzahl der Pfade im Netzwerk untersucht. Wir erhalten
einen Aufwand von O(V? + £) = O(V?). Daher ist der Algorithmus auch fiir
grofe Netzwerke, was die Laufzeit betrifft, sehr effizient.[21]

Der Algorithmus von Dijkstra wiirde jedoch in einem Netzwerk mit negativen
Pfaden kein korrektes Ergebnis erzielen, da in der Initialisierung festgelegt
wird, dass der kiirzeste Pfad zum Startknoten den Wert 0 hat.[21][28]

7.2.3 Darstellungen praktischer Anwendungen

Im letzten Kapitel meiner Arbeit mdchte ich nun die konkreten Source Codes
der diskutierten Algorithmen anfithren. Des Weiteren werde ich Beispiele von
Netzwerken behandeln, in denen das Problem des kiirzesten Pfades mit Hilfe
der vorgestellten Algorithmen gel6st wurde.

Bellman — Algorithmus

#include <stdio.h>
typedef struct
{int u, v, k; /*Startknoten, Zielknoten, Kostenx/

INetzwerk;

#define INF 999999

#define Graph 1024

int n; /*Anzahl der Knotenx/

int num; /*Anzahl der Pfadex/

long d[Graphl]; /*Distanz: d[i] ist die kiirzeste Distanz vom Startknoten
zum Knoten ix*/

Netzwerk pfad[Graph];

/*Die Funktion "bellman" untersucht, ausgehend von einem Startknoten,
jeden wegfilhrenden Pfad, geht iiber zum ndchsten Knoten und untersucht
einen weiterfithrenden Pfad. Im n&chsten Schritt wird ein anderer Weg
durch das Netzwerk untersucht. Jedem Knoten werden die Distanzkosten
eingeschrieben, welche bei Finden eines kiirzeren Pfades mit den neuen
Kosten iiberschrieben werden.*/

void bellman(int s)

47



Optimierendes Lernen Judith Fechter

{int i,j;
/*die Distanz zum Startknoten betrigt Null, die Distanz zu jedem

anderen Knoten wird als unendlich festgelegt*/

d[s]=0;
for (i = 0; 1 < n; ++i)
{a[i]=INF;}

/*Uberpriifen, ob ein kiirzerer Pfad vorhanden ist und evtl.
iiberschreiben*/
for (i = 0; i < n-1; ++i)
{for (j = 0; j < num; ++j)
{if (d[pfad[j]l.v] > dlpfad[j].ul + pfad[j].k)
d[pfad[jl.v] = dlpfad[jl.u]l + pfadl[j].k;}
¥
/*Uberpriifen, ob das Netzwerke einen negativen Zyklus beinhaltet*/
for (i = 0; i < num; ++i)
{if (d[pfad[il.v] > d[pfad[il.u] + pfad[i].k)
{printf ("Das Netzwerk beinhaltet negative Zyklen.\n");
break;}
}

/*Die Funktion "printDistanz" gibt das Ergebnis am Ende des
Algorithmus aus.*/
void printDistanz()
{int 1i;
printf("\nDie Kosten vom Startknoten\n");
for (i = 0; i < n; ++i)
{printf ("zum Knoten %d betragen: %1ld\t\n", i+1, d[i]);}
printf("\n");
}

/*Die "main"-Funktion stellt das Hauptprogramm dar. Es werden die
Werte aus der Graphen-Datei eingelesen und die einzelnen Funktionen

des Algorithmus aufgerufen.*/
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int main(int argc, char *argl[])

{int 1i,j,k;

FILE *netz = fopen("netzwerk3.txt", "r");
fscanf (netz, "%d", &n);

num=0;

for (i = 0; 1 < n; ++1i)

{for (j = 0; j < mn; ++j)
{fscanf (netz, "%d", &k);
if (k !'= 0) /*um Knoten auszusparen, zu denen kein Weg fiihrtx*/

{pfad[num] .u = i;
pfad[num] .v = j;
pfad[num] .k = k;
++num; }

}
}
fclose(netz);
bellman(0);
printDistanz();

return O;

}
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Beispiel 7.12. (Netzwerk 1)

Abbildung 7.2: Netzwerk 1
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Abbildung 7.3: Input Netzwerk 1 Abbildung 7.4: Output Netzwerk 1
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Beispiel 7.13. (Netzwerk 2)
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Beispiel 7.14. (Netzwerk 3)
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Abbildung 7.8: Netzwerk 3
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Abbildung 7.9: Output Netzwerk 3
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Dijkstra — Algorithmus

#include <stdio.h>
typedef struct
{int u, v, k; /*Startknoten, Zielknoten, Kostenx/

}Netzwerk;

#define INF 999999
#define Graph 1024
#define MAX(a, b) ((a > b) ? (a) : (b))

int m; /*Anzahl der Pfade mit Distanz ungleich Nullx/

int n; /*Anzahl der Knotenx*/

int num; /*Anzahl der Pfadex/

long d[Graphl; /*d[i] ist die Distanz vom Startknoten zum Knoten ix*/
long dist[Graph] [Graph]; /*dist[i][j] gibt die Distanz von Knoten i zu
Knoten j anx*/

Netzwerk pfad[Graph];

/*Die Funktion "Dijkstra" untersucht von einem Knoten ausgehend alle
umliegenden Pfade und benennt die Knoten mit den Kosten. Sodann wird
der eben untersuchte Knoten als "besucht" markiert. Im n&chsten Schritt
werden vom ndchsten Knoten, der die kiirzeste Distanz vom eben besuchten
Knoten hat, alle umliegenden Pfade untersucht und iiberpriift, ob ein
kiirzerer Weg vorhanden ist. Ist das der Fall, so wird dem Knoten die
kiirzere Distanz zugeschrieben. Iterativ w&hlt der Algorithmus den
ndchsten Knoten, zu dem die kiirzeste Distanz besteht so lange, bis alle
Knoten als "besucht" markiert wurden.*/

void Dijkstra(int s)

{

int i, j, knoten;

int besucht[Graph]; /#besucht[i] gibt mit den Werten O oder 1 an, ob

der Knoten i bereits iberpriift wurdex/

/*die Distanz zum Startknoten betrdgt Null, die Distanz zu jedem

anderen Knoten wird als unendlich festgelegt*/

o6
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dls] = 0;
for (i = 1; i <= n; ++i)

{dali] = INF;

besucht[i] = 0;}
/*falls der Knoten noch nicht besucht wurde, wird die Distanz zu jedem
umliegenden Knoten iiberpriift und anschlieBend als "besucht" markiert*/
for (i = 1; i <= n; ++i)

{knoten = -1;

for (j = 1; j <= n; ++j)

{if ('besucht[j] && ((knoten == -1) || (d[j] < d[knoten])))

knoten = j;}

for (j = 1; j <= n; ++j)
{if (dist[knoten][j] != 0)
if (d[knoten] + dist[knoten][j] < d[jl)
d[j] = dlknoten] + dist[knoten][j];
}
besucht [knoten] = 1;
}

/*iberpruefen, ob das Netzwerke negative Pfade beinhaltet*/
for (i = 1; i <= n; ++i)
{for (j = 1; j <= n; ++j)
{if (dist[il[j] < 0)
{printf ("\nDas Netzwerk beinhaltet negative Pfade und liefert
daher moglicherweise ein falsches Ergebnis.\n");

break;}

}

/*Die Funktion "printDistanz" gibt am Ende des Algorithmus
das Ergebnis aus.x*/

void printDistanz()

{
int i;

printf("\n");

o7
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printf("Die Kosten vom Startknoten\n");
for (i = 2; 1 <= n; ++i)
{printf("zum Knoten %d betragen: %1d\t\n", i, d[i]);}
printf("\n");
}

/*Die "main"-Funktion stellt das Hauptprogramm dar. Es werden die
Werte aus der Graphen-Datei eingelesen und die einzelnen Funktionen
des Algorithmus aufgerufen.*/

int main(int argc, char *arg[])

{

int i, j, u, v, k;

FILE *netz = fopen("test", "r");
fscanf (netz, "%d", &m);
for (j = 0; j < m; ++j)
for (i = 0; i < m; ++i)
dist[jl[i] = 0;
for (j = 0; j < m; ++j)
{fscanf (netz, "%d%d%d", &u,&v,&k) ;
dist[ul] [v] = k;
n = MAX(u, MAX(v, n));
}

fclose(netz);

Dijkstra(l);
printDistanz();

return O;

}
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Beispiel 7.15. (Netzwerk 4)

oI

Abbildung 7.11: Netzwerk 4
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Abbildung 7.12: Input Netzwerk 4
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Knoten || Kosten vom Startknoten
2 Il 12
3 I 6
4 [ 1
5 I 6
6 I 4

Abbildung 7.13: Output Netzwerk 4
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Beispiel 7.16. (Netzwerk 5)

B E—®
[+ ]

1 1

R R

1 1

18 | L7 ]

1 1

L7 ] 16 |

%
{2—® L15] @— =}

Abbildung 7.14: Netzwerk 5

61



Optimierendes Lernen Judith Fechter

10 8 20 27 7
83 10 9 6 21 11 13
12 10 10 11 3 21 20
1 24 53 10 15 1 21 22 2
2 110 11 5 17 21 28 25
2 3 11 10 3 22 12
2 8 11 12 4 922 21
3 2 11 21 13 22 23
3 4 16 12 6 7 22 29
3 9 1 12 11 4 23 13 15
4 3 16 12 13 6 923 22 2
4.5 12 22 9 23 30 12
4 10 8 13 7 42 24 1 53
5 4 13 12 6 25 18 12
5 6 13 23 15 2% 26 1
5 11 17 4 9 2 2% 19 1
6 9 14 16 6 2% 27 8
6 32 15 10 1 27 20 7
6 12 7 15 17 7 27 26 8
7 6 32 16 14 6 27 28 4
7 13 42 16 19 2 28 21 25
8 2 17 15 7 98 27 4
8 20 17 20 3 28 29 30
8 18 23 18 8 23 2 22 6
9 3 1 18 25 12 29 28 30
9 8 20 19 16 2 20 30 1
9 10 19 26 1 30 23 12
9 14 2 20 17 3 30 29 1

20 21 1

Abbildung 7.15: Input Netzwerk 5
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Knoten || Kosten vom Startknoten
2 | 10
3 |l 15
4 |l 30
5 Il 34
6 | 36
7 |l 68
8 'l 12
9 |l 16

10 I 22

11 Il 25

12 Il 29

13 Il 35

14 I 18

15 |l 23

Abbildung 7.16: Output Netzwerk 5
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24
30
35
26
33
34
36
38
53
a7
27
35
39
42
43
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